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Naiwny klasyfikator Bayesa

GDANSK UNIVERSIT
OF TECHNOLOGY

* Naiwny klasyfikator Bayesa (NKB)
wykorzystuje wprost pojecie
prawdopodobienstwa warunkowego,

 Jest to prosty klasyfikator, ale bardzo czesto
mozna dzieki niemu uzyskac ,zawstydzajgco”
dobre rezultaty predykcj
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4.5 Zasada dziatania NKB

OF TECHNOLOGY

S.C. D.O.R. Wiek Wyksztatcenie Sam. ZK.
S 800 32 wyzsze tak tak
S 1200 35 Srednie tak tak
S 700 26 podstawowe nie nie
M 600 45 wyzsze nie tak
M 650 38 Srednie tak tak
S 900 28 wyzsze nie nie
S 1100 65 Srednie tak nie
M 500 22 Srednie nie nie
S 800 43 podstawowe tak nie

1. Mamy wyroézniony atrybut decyzyjny, wyznaczajacy klasy

2. Prébujemy stwierdzi¢, co o przynaleznosci do konkretnych klas
mozemy powiedzie¢ na podstawie wartosci konkretnych atrybutéw.
— 3. Kazdy atrybut oceniamy oddzielnie.
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Klasyfikacja nowego przyktadu

OF TECHNOLOGY

« Zatozmy, ze chcemy sklasyfikowa¢ nowy
przyktad:

M 1200 30 wyzsze tak ?

« Zadajemy sobie pytania:
— Co mozemy powiedzieC o przynaleznosci do ztotych
klientow na podstawie tego, ze S.C. = M?

— Co mozemy powiedzieC o przynaleznosci do ztotych
klientdw na podstawie tego, ze Wyksztatcenie = wyzsze?

—itd.
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GDANSK UNIVERSITY S . C . — M ?

OF TECHNOLOGY
S.C. D.O.R. Wiek Wyksztatcenie Sam. Z.K.
S 800 32 wyzsze tak tak
S 1200 35 Srednie tak tak
S 700 26 podstawowe nie nie
M 600 45 wyzsze nie tak
M 650 38 Srednie tak tak
S 900 28 wyzsze nie nie
S 1100 65 Srednie tak nie
M 500 22 Srednie nie nie
S 800 43 podstawowe tak nie
Dla ztotych klientéw, klienci ,matzenscy” stanowig 2/4 populacji.

Dla nie-ztotych klientdéw, klienci ,matzenscy” stanowig 1/5 populacii.

5.
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GDANSKUNIVERSITY Wykszta’r cenie = wyzsze?
S.C. D.O.R. Wiek Wyksztatcenie Sam. Z.K.
S 800 32 wyzsze tak tak
S 1200 35 Srednie tak tak
S 700 26 podstawowe nie nie
M 600 45 wyzsze nie tak
M 650 38 Srednie tak tak
S 900 28 wyzsze nie nie
S 1100 65 Srednie tak nie
M 500 22 Srednie nie nie
S 800 43 podstawowe tak nie
Dla ziotych klientéw, klienci z wyksztatceniem wyzszym stanowig 2/4 populacji.
Dla nie-ztotych klientdéw, klienci z wyksztatceniem wyzszym stanowig 1/5 populaciji.
6 ©® W.Waloszek
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Sam. = tak?

S.C. D.O.R. Wiek Wyksztatcenie Sam. Z.K.
S 800 32 wyzsze tak tak
S 1200 35 Srednie tak tak
S 700 26 podstawowe nie nie
M 600 45 wyzsze nie tak
M 650 38 Srednie tak tak
S 900 28 wyzsze nie nie
S 1100 65 Srednie tak nie
M 500 22 Srednie nie nie
S 800 43 podstawowe tak nie

Dla ztotych klientdéw, klienci z samochodem stanowig 3/4 populacji.
Dla nie-ztotych klientéw, klienci z samochodem stanowig 2/5 populaciji.
7. ©® W.Waloszek




GD,&NSKNVRSITY DeCYZj a !

Do podjecia decyzji potrzebujemy jeszcze wzglednej
iczebnosci klas: ztoci klienci stanowig 4/9 zbioru
orzyktadow, a nie-ztoci klienci stanowig 5/9 zbioru.

M 1200 30 wyzsze tak ?

Na ,tak” 2/4 - 2/4 - 3/4 - 4/9 = 0,083
Na ,nie”: 1/5-1/5 - 2/5 - 5/9 = 0,009

Decyzja: Z.K. =tak




GD,&NSKUNVERSITY Ale CO Za tym StOi?

OF TECHNOLOGY

Tak naprawde, mowigc formalnie, chcemy estymowac
orawdopodobienstwo dwoch zdarzen:

P(ZK=tak | E)
P(ZK=nie |E)

Przy czym E jest ztozonym zdarzeniem postaci:
S.C. = tak, Wyksztatcenie = wyzsze, Sam. = tak

Decyzja zapada poprzez porownanie wartosci
dwoch estymatorow prawdopodobienstw.




GD,&NISI(UNVERSITY PraWO Bayesa
Do zbudowania estymatoréw wykorzystujemy tzw.
prawo Bayesa:

P(E[H) - P(H)

P(HIE) = o E

Poniewaz interesuje nas jedynie porownanie wartosci dwoch
prawdopodobienstw skupiamy sie na liczniku, poréwnujgc:

P(Z.K =tak|E) - P(E) = P(E|Z.K = tak) - P(Z.K = tak)
P(Z.K =nie|E) - P(E) = P(E|Z.K = nie) - P(Z.K = nie)

-10- © W.Waloszek




Naiwnos$¢ klasyfikatora Bayesa

OF TECHNOLOGY

-11 -

Prawdopodobienstwo warunkowe zdarzenia ztozonego E,

stanowigcego ztozenie niezaleznych zdarzen prostych E,, E, ...

mozna wyrazic jako:
P(E|H) = P(E,|H) * P(E,|H) - ...
Stad otrzymujemy ostatni element wzoru:

P(E|ZK =tak) =P(S.C.=M | ZK =tak) -
P(Wyksztatcenie = wyzsze | Z.K = tak) -
P(Sam. = tak | Z.K. = tak)

P(E|Z.K=nie)=P(S.C. =M | ZK =nie) -
P(Wyksztatcenie = wyzsze | Z.K = nie) -
P(Sam. =tak | Z.K. = nie)

Przyjmujemy tu jednak ,,naiwnie”, ze np. posiadanie samochodu
nie ma nic wspolnego z posiadaniem wyzszego wyksztatcenia.

© W.Waloszek




GD,&NSKUNVERSITY At rybUty n u meryczne

OF TECHNOLOGY

« W klasycznej wersji NKB obstuguje jedynie atrybuty
nominalne.

* Rozszerzenie klasyfikatora polega na doborze metody

wyznaczenia estymatora P(A = x|H) dla atrybutow
numerycznych A,

* Mozna to zrobiC poprzez przyjecie konkretnej postaci
rozktadu wartosci danego atrybutu, najczesciej przyjmuje sie
rozktad normalny z estymowanymi parametrami rozktadu:

(x=up)°

1 2
P(A = x|H) = e 2OH

© W.Walosze
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GDANSKUNIVERSITY
OF TECHNOLOGY
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Parametry rozktadu

S.C. D.O.R. Wiek Wyksztatcenie Sam. Z.K.
S 800 32 wyzsze tak tak
S 1200 35 Srednie tak tak
S 700 26 podstawowe nie nie
M 600 45 wyzsze nie tak
M 650 38 Srednie tak tak
S 900 28 wyzsze nie nie
S 1100 65 Srednie tak nie
M 500 22 Srednie nie nie
S 800 43 podstawowe tak nie

Dla ztotych klientéw, s = 812,5; 650 = 271,95; pwyiek = 37.5; Gyiek = 5,57.

Dla nie-ztotych klientéw, piyor = 800; 6p0r = 223,61; tyiex = 36,8; Gyyie = 17,66.

© W.Waloszek




GDANSKUNIVERSITY
OF TECHNOLOGY

Decyzja (2)!

Tym razem w decyzji uwzgledniamy jeszcze
wartosci atrybutow numerycznych.

M 1200

30

wyzsze

tak

Decyzja: Z.K. =tak

Na ,tak” 2/4 - 0,0005 * 0,029 -2/4 - 3/4 - 4/9=1,2 " 10°
Na ,nie”: 1/5 - 0,0003 - 0,021 -1/5-2/5-5/9=5,6 - 10®




Inne rozszerzenia NKB

GDANSKUNIVERSITY
OF TECHNOLOGY

 NKB w sposob naturalny obstuguje brakujgce wartosci
atrybutow (usuwamy ze wzoru odpowiednie
prawdopodobienstwo).

 NKB mozna rozszerzac¢ poprzez dodawanie ,drobnych”
wartosci prawdopodobienstw do poszczegolnych
estymatorow, co zapobiega estymac;ji zerowych
prawdopodobienstw.

 Atrybuty numeryczne mozna obstugiwac, dobierajgc inne
rozktady, a takze poprzez przeprowadzenie dyskretyzacii.

© W.Waloszek




GD,&NISI(UNVERSITY NKB - pOdsu mowanie

OF TECHNOLOGY

Naiwny klasyfikator Bayesa:

1. Zadanie: predykcja (klasyfikacja)

2. Struktura modelu: Bayesowski model prawdopodobienstw
apriori

3. Funkcja oceny jakosci: brak

4. Metody przeszukiwania: jednoprzebiegowa estymacja
prawdopodobienstw

5. Dodatkowe zatozenia:

Obstuga atrybutow numerycznych poprzez zatozenie ustalonego rozktadu

© W.Waloszek




Regresja

OF TECHNOLOGY

* W przypadku przewidywania wartosci
numerycznych uzywamy pojecia regresiji,

* Najbardziej popularne metody predykcji
numerycznej bazujg wtasnie na metodach
regresi,

* Metody regresji moga takze byc uzyte do
klasyfikac]i




GD,&NSKNVERSITY Reg reSj a I i n iowa

OF TECHNOLOGY

* Regresja liniowa polega na odnajdywaniu
parametrow rownania liniowego
uzalezniajgcego wartosc jednego atrybutu od
pozostatych:

X:WO+W1. a1+W2. a2+ " non
» Wagi poszczegolnych atrybutow (w;) dobiera

sie, minimalizujgc pewng funkcje bfedu,
najczescie|] tzw. btad Sredniokwadratowy




GDANSKUNIVERSITY
OF TECHNOLOGY
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Wiek a D.O.R.

1400

1200

1000

800

600

400

200

D.O.R. =513 + 7,86 - Wiek
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Atrybuty nominalne a regresja

OF TECHNOLOGY

* Regresja linlowa w klasycznej postaci pozwala
na obstuge wytacznie atrybutow numerycznych.

* Atrybuty nominalne mozna zamienicC na zbior
atrybutow ciggtych wg nastepujgcej recepty:
— sortujemy wartosci atrybutu a wzgledem sredniej wartosci
atrybutu przewidywanego,

—tworzymy n — 1 atrybutéw a.i, gdzie n to liczba mozliwych
wartosci atrybutu nominalnego a,

— atrybut a.i przyjmuje wartos¢ 0 gdy a ma wartos¢ najwyzej i-tg
wedtug przeprowadzonego sortowania

-20 - © W.Waloszek
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GDANSKUNIVERSITY Przyktad (wyksztatcenie)

S.C. D.O.R. Wiek Wyksztatcenie Sam. Z.K.
S 800 32 wyzsze tak tak
S 1200 35 Srednie tak tak
S 700 26 podstawowe nie nie
M 600 45 wyzsze nie tak
M 650 38 Srednie tak tak
S 900 28 wyzsze nie nie
S 1100 65 Srednie tak nie
M 500 22 Srednie nie nie
S 800 43 podstawowe tak nie

Posortowane wartosci, podstawowe (750), wyzsze (766,67), sSrednie (862,5).
podstawowe > Wyksztatcenie-1 = 0, Wyksztatcenie-2 =0
wyzsze - Wyksztatcenie-1 = 1, Wyksztatcenie-2 = 0
srednie > Wyksztatcenie-1 = 1, Wyksztatcenie-2 = 1
1.

© W.Waloszek




GD,&NISI(UNVERSITY Reg resja | i n iowa - pOd Su mOWa n ie

OF TECHNOLOGY

Regresja liniowa:

Zadanie: predykcja numeryczna
Struktura modelu: wektor wag atrybutow

W e

Metody przeszukiwania: wyliczana bezposrednio lub za
pomocg dowolnej heurystycznej metody minimalizacji

Dodatkowe zatozenia:

Obstuga atrybutow nominalnych poprzez zamiane ich na serie atrybutéw numerycznych

U1

-22.

Funkcja oceny jakosci: funkcja btedu (sredniokwadratowego)

© W.Waloszek




GDANSKUNIVERSITY
OF TECHNOLOGY
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Rozszerzone metody regresji — wyzsze stopnie

Wielomian trzeciego stopnia

© W.Waloszek




GDANSKUNIVERSITY
OF TECHNOLOGY
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Rozszerzone metody regresji — fragmenty

B

Segmentowa regresja liniowa z wygtadzaniem

© W.Waloszek




Drzewa predykcji numerycznej
* Drzewa predykcji numerycznej rozwijajg pomyst
regresji liniowe] dokonywanej segmentami,

* Drzewa dokonujg podziatu przyktadow wzgledem
wartosci pozostatych atrybutow, tak aby w
lisciach pozostawaty zblizone wartosci atrybutu,
ktorego wartosc przewidujemy,

* Drzewa mogg miecC postac drzewa regresji (gdy
w lisciach mamy parametry rozktadu wartosci)
lub drzewa modelu, gdy w lisciach zawarte sg

modele regresji liniowe]




GDANSKUNIVERSITY
OF TECHNOLOGY
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D.O.R.= 340.28 *S.C.=S +
+ 187.5 * Wyksztalcenie=srednie +

+ 458.33

Drzewo modelu

w
D.O.R. = 291.67 *S.C.=S +

+ 538.09

+ 260.71 * Wyksztalcenie=srednie +

© W.Waloszek




Dobor najlepszego atrybutu

GDANSK UNIVERSIT
OF TECHNOLOGY

* Dobor atrybutu odbywa sie na zasadzie
minimalizacji odchylenia standardowego:

SDR = o(P) - Z; ( (IP')/[P]) - o(P') )

wartoscig minimalizujgcg SDR,
» Atrybuty nominalne obstugiwane sg zgodnie

» Testy dla wartosci numerycznych sg binarne z

ze sposobem opisanym wczesniej dla regres;ji

© W.Waloszek




Inne rozszerzenia algorytmu

GDANSKUNIVERSITY
OF TECHNOLOGY

* Brakujgce wartosci atrybutow obstugiwane sg poprzez
zastepowanie ich wartoscig srednig lub poprzez
,Zgadywanie” wartosci atrybutu na podstawie wartosci
atrybutu najbardziej skorelowanego,

+ \Wygtadzanie” osigga sie poprzez przechowywanie
wartosci w kazdym wezle drzewa (nie tylko w lisciach)
oraz poprzez usrednianie

-28 - © W.Waloszek




GDANSKUNIVERSITY

OF TECHNOLOGY

Drzewa predykcji numeryczney:

1. Zadanie: predykcja numeryczna
2. Struktura modelu: drzewo regresji lub drzewo modelu

3. Funkcja oceny jakosci: minimalizacja odchylenia
standardowego

4. Metody przeszukiwania: zachtanna, divide-and-conguer
5. Dodatkowe zatozenia:

Obstuga atrybutow nominalnych poprzez zamiane ich na serie atrybutéw numerycznych
Obstuga wartosci brakujgcych poprzez dobdr atrybutu najbardziej skorelowanego
Przycinanie metodg walidacji krzyzowej

-29-

Drzewa predykcji numerycznej — podsumowanie

© W.Waloszek




Dziekujemy za uwage

GDANSKUNIVERSITY
OF TECHNOLOGY
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Zapraszamy na wykiad:

OCENA KLASYFIKATOROW
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