Widzenie komputerowe

Uczenie maszynowe na przykladzie sieci neuronowych (2)

Architektury sztucznych sieci neuronowych. Metody uczenia sieci.

zrodla informacji:

S. Osowski, ,,Sieci neuronowe w ujeciu algorytmicznym”, WNT 1996



Podstawowe architektury sieci neuronowych

— 1stniejg rézne sposoby tgczenia neuronow ze sobg 1 ich wspotdziatania

— 1stniejg rozne sposoby doboru wag polgczen

Sie¢ jednokierunkowa jednowarstwowa

- neurony utozone w jednej warstwie

- w weztach wejsciowych nie zachodzi zaden proces
obliczeniowy, nie tworzg wigc warstwy neuronow

- przeplyw sygnatow jednokierunkowy: od warstwy
wejsciowe] do wyjsciowej
- najczesciej petne potaczenia (kazdy wezet z kazdym

neuronem)

- nazwa sieci okreslona przez sposob doboru wag oraz
wybor metody uczenia (np. perceptron jednowarstwowy,
sie¢ Kohonena itp.)



Sie¢ jednokierunkowa wielowarstwowa

(na rysunku: sie¢ dwuwarstwowa)

- co naymniej jedna warstwa ukryta neuronow

- petne potaczenia miedzy warstwami (cho¢ nie zawsze —
tzw. polaczenia lokalne lub czesciowe)

- sygnaty wejsciowe podawane sg na pierwsza warstwe
ukryta neuronow, a te z kolei stanowig sygnaty zrodtowe dla
warstwy kolejnej

- czesto uzywa si¢ nazwy: perceptron wielowarstwowy

- czesto uzywa si¢ sigmoidalnych funkcji aktywacii:




Sieci rekurencyjne

- wystepuje sprzezenie zwrotne migedzy warstwami
wyjsciowymi a wejsciowymi

- na rysunku: sie¢ jednowarstwowa, w ktorej sygnatly
wyjsciowe neurondw tworza jednoczesnie wektor wejsciowy
sieci dla kolejnego cyklu

- jest to tzw. sie¢ Hopfielda, w ktorej nie wystepuje sprzezenie
neuronu od wlasnego sygnatu wyjsciowego

- 2" tzw. jednostkowy operator opdznienia



- na rysunku: sie¢ rekurencyjna z ukryta warstwa
neuronow

- sygnaly wejSciowe: neurony Xx; ... xy

- neurony numerowane od 1 do M stanowig warstwe
wyjsciowq

- warstwa ukryta: neurony od 1 do K

- sygnaly warstwy wyjsciowej i ukrytej neuronow (tgcznie

Z ew. neuronami wejsciowymi) stanowig wektor
wejsciowy siect dla kolejnego cyklu obliczeniowego

Proces ustalania si¢ sygnalow wyjsciowych jest w przypadku sieci rekurencyjnych procesem dynamicznym.



Podstawowe metody uczenia sieci neuronowych
— zdolnos¢ adaptacyjna — wazna wlasciwos$¢ sieci neuronowych

— celem procesu uczenia jest dobor wag potaczen, aby jak najlepiej odwzorowac¢ dane wejsciowe w
wyjsciowe dla danego problemu

— proces iteracyjny:

W,k +1)=W, (k) + AW, (k)

k — numer cyklu
W(k) — stara waga synaptyczna
Wi(k+1) — nowa waga synaptyczna, taczaca neuron j-ty z i-tym.

— stosunkowo nowe pojecia: Deep Learning (co najmniej 2 warstwy ukryte), Very Deep Learning (co
najmniej 10 warstw ukrytych)

Uczenie pod nadzorem (z nauczycielem)
—uczenie kontrolowane jest przez zewngtrznego nauczyciela

— sygnalom uczacym towarzysza wartosci zagdane na wyjsciu sieci



Kazdemu wektorowi wejsciowemu

T

xik)=[x1(k),x:(k), ....xn(k)]
towarzyszy zadany wektor wyjsciowy

dik)=[dy(k),d:k),...,dyk) JFI

Dane uczace podawane sg w postaci par

EYLINL) | dla k=1, 2, ..., p, gdzie p jest liczba wzorcow uczacych.

Jezeli wektorow1 wejsciowemu x(k) odpowiada zadana posta¢ wektora wyjsciowego d(k) sieci oraz
uzyskane wyjscie y(k), to mozemy zdefiniowac funkcje btedu dla kazdej pary uczace;:

elk)=(y(k)-d(k))
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Cel uczenia: zminimalizowanie funkcji btedu

Najczestsza postac¢ funkcji btedu (btad sredni kwadratowy):

— okreslana dla wszystkich M neuronow wyjsciowych 1 par uczacych p.

Minimalizacja funkcji: najczesciej gradientowe metody optymalizacji, w ktorych zmiana wag odbywa sie
pod wplywem gradientu funkcji celu:

— wspotczynnik uczenia.

Zalozenie: funkcja aktywacji jest ciagta.
— reguta delta: uaktualnianie wag kazdorazowo po prezentacji jednej pary uczace;j

— skumulowana reguta delta: uaktualnianie wag po prezentacji wszystkich par uczacych



Dla nieciagtych funkcji aktywacji (np. funkcja skokowa): reguta perceptronu oraz reguta Widrowa-Hoffa.
Wykorzystuja one jedynie informacje o aktualnej wartosci wyjscia 1 wartosci zadane;.

Regula perceptronu

Przy zadanych wstepnie wartoSciach wag W;; oraz W, prezentuje si¢ na wejsciu wektor uczacy x 1 oblicza
wartos¢ sygnatu wyjsciowego y;.

Aktualizacja wag w wyniku porownania wartosci y; z wartoscig zadang d;:

e jezeli y; =d;, to wagi pozostajg nie zmienione
o jezeliy,=0ad;=1,to W; (kt1)= W, (k) + x; oraz W;y(k+1) = W;(k) +1
e jezeliy,=1ad;=0,to W; (k+t1)= W, (k) — x; oraz Wy(k+1) = Wiy(k) -1

Reguta Widrowa-Hoffa

Dobor wag dla neuronu dowolnego typu:

W, (k+1) = W, (k)+ AW,

AW, =x(d, -y,

(przy wartosciach binarnych, reguta ta przechodzi w regute perceptronu)



Uczenie z krytykiem (inaczej: ze wzmocnieniem)

- nie mamy informacji o wartosciach zagdanych na wyjsciu, a jedynie informacje, czy dana akcja (np. zmiana
wag) dala wynik pozadany (wynik pozytywny) czy tez nie (negatywny)

- jezeli dziatanie podjete przez uktad uczacy dato wynik pozytywny, nastepuje wzmocnienie tendencji do
witasciwego zachowania si¢ systemu w podobnych sytuacjach w przysztosci

- w przypadku wyniku negatywnego, nastepuje ostabienie tendencji

Sygnat sterujacy
pierwotny r

Krytyk, na podstawie aktualnego stanu srodowiska 1

predykcji co do jego przysztych zmian (wypracowane;j
na podstawie aktualnej wiedzy), przekazuje sygnat
sterujacy umozliwiajacy podjecie odpowiedniej akcji,
uczacy wplywajacej na stan sSrodowiska.

Uktad z op6znieniem: sygnat sterujgcy okreslany jest na
podstawie stanu srodowiska w chwilach poprzednich




Wskaznik jakosci uczenia:

E — operator wartosci oczekiwanej

y— wplywa na zakres zmian poprzednich akcji uwzglednianych w sterowaniu; przybiera wartosci z
przedziatu [0,1]; jezeli y=0, to w sterowaniu uwzgledniany jest jedynie sygnat poczatkowy (wynik pierwszej
akcji)

Uktad z op6znieniem: sygnat sterujgcy okreslany jest na podstawie stanu srodowiska w chwilach
poprzednich

Sygnat sterujacy:

Fk+1) = r(k+1)+ @ (k+1)- J(k)
Dobor wag:

w, (k+1) = 7, (k) + 77k + 1)e, (k)

1 — wspotczynnik uczenia,

AT PR PN () PRy a] — usredniony parametr dopasowania (wzor rekurencyjny),

A — wspotczynnik zapominania (z przedziatu [0,1]).



Uczenie samoorganizujace si¢ typu Hebba

— waga powigzan mi¢dzy dwoma neuronami wzrasta przy jednoczesnym stanie pobudzenia obu tych
neuronow, w przeciwnym przypadku maleje (wniosek z obserwacji neurobiologicznych)

Model neuronu:

Zmiana wag:

AW, (k)= Flx,.y,)

F'— funkcja stanu sygnalu wejsciowego x; (presynaptycznego) oraz wyjSciowego y; (postsynaptycznego)

Uczenie korelacyjne: sita potaczenia migdzyneuronowego wzrasta przy istnieniu korelacji migdzy sygnatami
presynaptycznym 1 postsynaptycznym




Klasyczne ujecie Hebba (bez nauczyciela):

AW, (k) =1 x,(k)y, (k)

Z nauczycielem:

AW, (k) = x, (i )d, (i)

Wada: przy powtarzajacym si¢ identycznym wymuszeniu x;, nastapi wyktadniczy wzrost wag.
Wprowadzamy wigc wspotczynnik zapominania y:

AW, (k) =nx,(k)y, (k) yw, (k)v, (k)

Modyfikacja: tzw. uogdlniona reguta Oji (dos¢ skomplikowana — pomijamy)

Uczenie dekorelacyine (antyhebbowskie)

— sita potaczenia wzrasta, gdy sygnaly presynaptyczny i postsynaptyczny sg zdekorelowane (jeden
pobudzony, drugi zgaszony)

— jest zawsze stabilne (nie wprowadza nieograniczonej mozliwosci wzrostu wag):

AW, (k) = =11 x,(k )y, (k)




Uczenie samoorganizujace si¢ typu konkurencyjnego

— neurony wspotzawodniczg miedzy sobg, aby sta¢ si¢ pobudzonymi

— tylko jeden neuron moze by¢ aktywny, pozostale sg w stanie spoczynkowym (WTA — Winner Takes All)
— grupa neuronow otrzymuje te same sygnaty wejSciowe x;

— wstepne wartosci wag sg losowane

— sygnaty wyjsciowe:

r6znig si¢ miedzy soba (bo wagi sg rézne)
— zwycieza neuron o najwiekszej wartosci u; (przyjmuje na wyjsciu stan 1, pozostate — 0)
— nie wymaga nauczyciela
Procedura:

e podajemy pierwszy wektor x
e wylaniamy zwyci¢zce, ktory przyjmuje stan 1 1 dokonujemy aktualizacji jego wag
e pozostalym, przegranym neuronom (stan 0) wag nie aktualizujemy



Aktualizacja wag (tzw. reguta Kohonena):

W, (k+1) =W, (k) +n|x, - w, (k)]
Wagi oraz wektory wejsciowe powinny by¢ znormalizowane:

U, = W x = HU ||||1 COs @,

Poniewaz wektory sg unormowane,

W=l = 1

decyduje roznica katowa (zwycieza neuron o wektorze wag najblizszym aktualnemu wektorowi
wejsciowemu)

W wyniku zwycigstwa neuronu, nastepuje adaptacja — zblizenie jego wag do danego wektora x. Zatem —
przy podaniu na wejscie wielu podobnych wektorow, zawsze bedzie zwyciezat ten sam neuron, czyli jego
wagi bedg odpowiadac usrednionym wagom wektorow wejsciowych.

Efekt: samoorganizacja procesu uczenia — neurony dopasowuja swoje wagi do grup wektorow wejsciowych,
tak, ze dla kazdej grupy zawsze zwycig¢za ten sam neuron (czyli rozpoznaja swoja kategori¢). Najczestsze
zastosowania — klasyfikacja wektorow.
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Przebieg procesu uczenia:

Kotka — kolejne potozenia wektorow wag dla neurondw
zwyciezajacych

Linie — wektory wejsciowe
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Jak widac¢, zwyciezaty jedynie trzy neurony, jeden pozostat
martwy (nie dopasowat si¢ do zadnej kategorii wektora

WejSClIowego)
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Odzwierciedlaja one trzy kategorie wektorow wejsciowych: (x1, x;), (x3, X4, X5), (X6, X7, Xg), na ktore zostat
podzielony (samoczynnie — przez sie¢) zbior wejsciowy.



Odmiana: WTIM (Winner Takes Most)

— neuron wygrywajacy przyjmuje stan 1

— neurony z nim s3asiadujace otrzymuja czesciowe pobudzenie

Wieloboki Voronoia

— 1lustracja podziatu obszaru danych na strefy wptywow poszczegolnych neuronow
— punkt centralny W, (wektor Voronoia) okreslony jest przez wagi neuronu zwyci¢zajacego

Kazdy wielobok zawiera obszar najblizszy w sensie okreslone;j

metryki

— zb10r punktoéw centralnych to tzw. ksigzka kodowa

— obszary przyciagania to tzw. stowa kodowe




Adaptacyine kwantowanie wektorowe

— samoorganizacja — proces przypisania kazdej wartosci wektora wejsciowego x do odpowiedniej klasy C
— kolejny wektor x porownujemy z wektorami W.

— jezeli klasa, do ktorej przynalezy wektor x jest zgodna z klasg zwycigskiego wektora W, to W, jest
przesuwany w stron¢ x

— w przeciwnym wypadku jest odsuwany
Niech W, (j = 1, ..., n) — zbi6r wektorow Voronoia; x; (i=1, ..., p) — zbi0or wektorow wejSciowych. Algorytm:
1. prezentujemy kolejny (k+1)-wszy, losowy wektor x;
2. okreslamy najblizszy mu wektor . (pod wzgledem metryki)
3. Poréwnujemy klas¢ C,; przypisang wektorowi x; z klasg Cy, zwycigskiego wektora Voronoia

— jezeli rowne, to

7,k +1) = W, (k) + ot [x, 7. (i)

— jezeli r6zne, to

W (k+1) = . (k) - [~ 7. (k)]

oy — wspotczynniki uczenia z przedziatu (0,1); maleja do zera z kolejng iteracja

4. Pozostalych wektorow nie modyfikujemy



