Widzenie komputerowe

Uczenie maszynowe na przykladzie sieci neuronowych (3)

zrodla informacji:

S. Osowski, ,,Sieci neuronowe w ujeciu algorytmicznym”, WNT 1996



Zdolnos¢ uogolniania sieci neuronowej

R — oznaczenie reguty
L — 7zbior uczacy
V — zbior walidujacy (sprawdzajacy poziom nauczenia sieci)

T — zbior testujacy

Miarg zdolnosci uogolniania jest zdolnos¢ do generowania wtasciwych rozwigzan dla danych nalezacych do
zbioru T, na ktorych sie¢ nigdy nie byta trenowana.

Zalozenie: zardbwno elementy zbioru L jak 1 T sg typowymi reprezentantami tworzacymi reguie R.
Najczesciej stosowana miara: VCdim (Vapnika-Chervoneskisa; 1992 r.):

— liczebnos¢ najwiekszego zbioru S danych wzorcow, dla ktorych system moze zrealizowac wszystkie
mozliwe 2" podziaty zbioru S na 2 czesci za pomoca linii

W ogdblnosci, dla neuronu o N wejsciach miara VCdim wynosi N+1. Miara ta okresla wigc maksymalng
liczbe danych uczacych, ktore moga by¢ bezblednie odtworzone we wszystkich mozliwych konfiguracjach



Przyktad

Dla neuronu o dwoch wejsciach n=3.

Uzasadnienie:

Zbi6r ztozony z 3 danych uczacych jest najwigkszym
zbiorem, w ktorym mozna przeprowadzi¢ podziat na dwie
liniowo separowalne grupy na 2’ sposobow.

Dodanie kolejnej probki uczacej powoduje, ze neurony nie
sa w stanie zrealizowa¢ wszystkich 2* podziatow, liniowo
odseparowanych.

v, — btad uczenia
g — przedziat ufnosci
Vem — ich superpozycja (btad uogdlniania)

hop — Optymalna miara VCdim (optymalna liczba danych
uczacych)




Trudnosci w okres§laniu optymalnego rozmiaru zbioru uczacego

— trudno doktadnie okresli¢ miar¢ VCdim — czesto jest ona jedynie oszacowywana; ogolnie — jej wartos¢
wzrasta przy wzrastajgcej liczbie wag

— w praktyce nalezy wigc ograniczac liczbe neuronéw ukrytych oraz liczbe powigzan miedzyneuronowych

Wplyw sposobu 1 uczenia sieci na zdolnos¢ uogoélniania

— ogolnie: btedy uczenia 1 testowania malejg w czasie (przy ustalonej liczbie probek 1 mierze VCdim)

— taka sytuacja trwa tylko do pewnego momentu, od ktorego btad testowania pozostaje staty a nawet rosnie

Vy — btad testowania

V1 — blad uczenia

Cykle uczgee

Sytuacja taka zwykle wynika z ograniczonej liczby probek uczacych, ktore moga by¢ tez niedoskonate.



Whniosek:

Proces uczenia zwykle przeplatamy z procesem sprawdzania, jak dalece jest zaawansowany proces uczenia.
Z tego wzgledu dane uczace dzieli si¢ zwykle na czes¢ podstawowq L 1 uczacy V. Zbior V jest testerem,
wskazujacym na moment, w ktorym nalezy zakonczy¢ proces uczenia.



Dobor optymalnej architektury sieci

— wybor liczby warstw sieci, neuronow w warstwie 1 potgczen miedzyneuronowych
— warstwa wejsciowa: N — wymiar wektora danych x.
— warstwa wyjsciowa: M — wymiar wektora zadanego d.

— pozostaje wigc dobor warstw ukrytych 1 neuronow w kazdej tej warstwie

Podstawy teoretyczne do okreslenia architektury sieci daje tzw. twierdzenie Kotmogorowa (1957, 1991 r.).
Twierdzenie to mowi, ze skuteczng aproksymacje N-wymiarowego zbioru wejsciowego x w M-wymiarowy
zb10r wyjsciowy d, mozna uzyskac przy uzyciu sieci neuronowych juz przy jednej warstwie ukrytej,
zawierajace] 2N+1 neurondw.
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Uwaga: Twierdzenie Kolmogorowa udowadnia, ze aproksymacja jest mozliwa przy 2N+1 neuronach w
warstwie ukrytej, ale nie mowi, ze jest to architektura optymalna!

Ogdblne wskazowki:

— 1stotny jest stosunek probek uczacych do miary VCdim (okreslajacej ztozonos¢ siect)

—mala liczba probek uczacych przy ustalonej mierze VCdim oznacza bardzo dobre dopasowanie sieci do
probek uczacych, ale zte uogolnienie (w procesie uczenia nastgpit nadmiar parametrow dobieranych wag
wzgledem dopasowywanych wartosci); moze nastgpi¢ niepotrzebne odtworzenie wszelkich nieregularnosci 1
szumoOw danych uczacych; funkcja jest dobrze dopasowana jedynie w zadanych punktach uczacych.

[lustracja: zbyt duza liczba neuronow (20 neuronow, 40 probek uczacych):

Przeuczenie (przewymiarowanie) sieci




— zbyt duza liczba probek uczacych (zbyt mata liczba neuronow) powoduje problemy z dopasowaniem
odpowiedzi juz na etapie uczenia; liczba wag jest zbyt mata, zeby spowodowac dobre dopasowanie.

[lustracja: zbyt mata liczba neurondéw (3 neurony, 40 probek uczacych):

Niedouczenie (niedowymiarowanie) sieci

Maty zaréwno btad uczenia, przy tym dobra zdolnos¢ uogolniania
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Oszacowanie gornego 1 dolnego zakresu miary VCdim:

K

Z{T}w <VCdim<2N,(1+logN,)

o

[ ] — czes¢ caltkowita liczby, N — wymiar wektora wejsciowego; K — liczba neuronow w warstwie ukryte;j;
N,, — catkowita liczba wag sieci; N, — calkowita liczba neuronow w sieci

— dolny zakres: = liczba wag miedzy warstwa wejsciowa a ukryta, gorny zakres: ponad 2 x liczba wag
miedzy wszystkimi neuronami w sieci

Doswiadczenie mowi, ze probek powinno by¢ ok. 10-20 razy wigcej niz wynosi miara VCdim.

Proces uczenia sieci

Kontynuuj
1. uczenie na podstawie zbioru treningowego L
2. testowanie na zbiorze V'

Dopoki btad testowania na danych ze zbioru V nie zacznie wzrastac, albo uzyskano minimum funkcji celu

Takie manipulowanie danymi uczacymi jednak czesto nie wystarcza! Trzeba aktywnie wplywac na strukture
sieci, dostosowujac jej rozmiar do danego problemu.



Zwykle uzywa si¢ sieci z jedng warstwg ukrytg. Jak konkretnie dobrac¢ liczbg neuronow w tej warstwie?

1. Zaktadamy wstgpng liczbe neurondow na podstawie teorii Kotmogorowa (2N + 1 neuronéw w warstwie
ukrytej) badz wlasnego doswiadczenia; zwykle dobrym punktem startu jest tez wartos¢

a nastepnie przeprowadzamy ew. redukcje podczas uczenia

2. Startujemy od minimalnej (nawet zerowej) liczby neurondéw ukrytych, stopniowo je dodajemy az do
uzyskania dobrego wytrenowania sieci (czego miarg jest np. zdolnos¢ uogolniania na podzbiorze V).

Redukcja sieci
— jej zadaniem jest zmniejszenie liczby wektorow ukrytych 1 liczby powigzan miedzyneuronowych

Przykiad (klasyfikacja wzorca):

Struktura 2-50-10-1 (wejscia, warstwa ukryta, wyjscia)
Sie¢ przeuczona (przewymiarowana)
Wagi dopasowaty si¢ do nieistotnych szczegdtow klasyfikacji

Zta zdolno$¢ uogodlniania




Wiasciwie dobrana liczba neuronow, sie¢ dokonata prawidtowe;j klasyfikacji
danych wejsciowych na dwie klasy (gladka granica)

Struktura 2-2-1 (2 wejscia, 2 neurony w warstwie ukrytej, 1 wyjscie)

Dobra zdolnos¢ uogolniania

Najprostsza metoda redukcji: proby dla roznych sieci o r6znej liczbie neuronéw ukrytych i wybranie tej o
zadowalajacym wyniku uczenia

— bardzo czasochtonna i najmniej efektywna
— decyzja moze by¢ podjeta dopiero po petnym sprawdzeniu wielu struktur

— nie daje pewnosci, co do wynikow



Inne, efektywniejsze metody:

— szacowanie wrazliwosci funkcji celu wzgledem wagi lub neuronu; wagi o najmniejszej wrazliwosci
(najmniej wptywajace na wartos¢ funkcji celu) sg z sieci usuwane, a proces uczenia jest kontynuowany dla
zredukowanej sieci

— wprowadzamy dodatkowy wspoiczynnik do kazdej wagi, a;, ktory moze przyjmowac wartosci 1 lub 0

— obcinamy wage (kladac ¢;=0) jezeli wspoOtczynnik ten jest maty

— kary za nieefektywng strukture; w praktyce wprowadza si¢ do funkcji celu sktadniki faworyzujgce mate
amplitudy wag, zmuszajac algorytm do ich cigglej redukcji; moze by¢ to nieefektywne, poniewaz mate wagi
nie zawsze oznaczajg automatycznie maty wplyw na dziatanie sieci

— zmodyfikowana funkcja celu:  PAUSEIRAUAE I’E H“

I.J

W obu przypadkach wazne, zeby po obcigciu wag douczy¢ sie¢ (daje to bardo dobre rezultaty w postaci
bardzo ptaskiej funkcji uczenia)




OBD (Optimal Brain Damage) (1990 r.)

— jedna z metod oszacowania wplywu wagi na dziatanie sieci, oparta na rozwini¢ciu aktualnego rozwigzania
w szereg Taylora

— jedna z najlepszych, powszechnie stosowana

Zmiana wartosci funkcji celu pod wptywem zmiany wagi:
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Procedura:
1. Selekcja wstepna (wstepny wybor struktury warstw ukrytych)
2. Przeprowadzenie programu uczenia przy zastosowaniu dowolnej metody gradientowe]

3. Okreslenie elementow diagonalnych hesjanu

odpowiadajacych kazdej wadze sieci

4. Obliczenie parametru

okreslajacego znaczenie danego polaczenia synaptycznego dla dziatania sieci

5. Posortowanie wag wg. przypisanych im parametrow S; 1 obcig¢cie najmniejszych wartosci

6. GOTO 2



Modyfikacja (1993 r.): OBS (Optimal Brain Surgeon) (zachowuje dotychczas osiggnigte minimum)

Procedura:
1. Przeprowadzenie procesu uczenia az do uzyskania minimum funkcji celu
2. Obliczenie macierzy odwrotnej hesjanu, A~

3. Znalezienie wagi, ktora ma najmniejszg wartoS¢ wspotczynnika

Jezeli zmiana wartosci funkcji celu, towarzyszaca obcigciu tej wagi jest duzo mniejsza niz E, to wage
si¢ obcina 1 przechodzimy do punktu 4. W przeciwnym wypadku, przechodzimy do punktu 5.

4. Nastepuje modyfikacja wartosci wag (po obcieciu tej i-tej) o wartosci:

e; — wektor jednostkowy

5. Koniec procesu redukcji



Algorytm propagacji wstecznej

Zalozenie: celem uczenia sieci jest okreslenie wag neuronow wszystkich warstw sieci w taki sposob, aby
przy zadanym wektorze wejsciowym x, uzyska¢ na wyjsciu sieci wartosci sygnatow wyjsciowych y
rownajace si¢ z dostateczng doktadnoscig wartosciom zadanym d.

Gdy funkcja celu jest ciggla, stosujemy zwykle gradientowe metody optymalizacyjne, w ktorych:

w(k+1)=w(k)+ AW

AW =np(7)

p(W) = -VE(W) — kierunek w przestrzeni wiclowymiarowej W, E — funkcja celu.
Uczenie sieci wielowarstwowej wymaga okreslenia wektora gradientu wzgledem wszystkich warstw sieci.

— dla warstwy wyj$ciowej wynik jest natychmiastowy

— dla innych warstw stosujemy algorytm propagacji wstecznej (ang. backpropagation, bp)




Ogo0lna zasada postepowania

1. Analiza sieci neuronowej o zwyktym kierunku przeptywu sygnaloéw przy zatozeniu sygnatow
wejsciowych rownych elementom aktualnego wektora x. Otrzymujemy wartosci sygnalow wyjsciowych
neuronow warstw ukrytych oraz warstwy wyjsciowe, a takze odpowiednie pochodne funkcji aktywacji w
poszczegoOlnych warstwach:
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2. Utworzenie sieci propagacji wstecznej przez odwrocenie kierunku przepltywu sygnatow, zastapienie

funkcji aktywacji przez ich pochodne oraz podanie do bylego wyjscia (obecnie wejscia) wymuszenia w
postaci roznicy miedzy wartoscig aktualng a zagdang. Dla tak utworzonej sieci nalezy obliczy¢ wartosci

odpowiednich réznic wstecznych.

3. Adaptacja wag (uczenie sieci) na podstawie wynikow uzyskanych w punkcie 1 1 2 dla sieci zwyktej 1 sieci
0 propagacji wstecznej wg. odpowiednich wzorow.

4. Procesy 1-3 nalezy powtorzy¢ dla wszystkich wzorcow uczacych, az do zatrzymania algorytmu (zwykle
gdy norma gradientu spadnie ponizej pewnej, ustalonej wartosci).



Wzory dla sieci o jedne] warstwie ukrytej

Schemat oznaczen:

N — liczba neuronéw wejsciowych

K — liczba neuronow w warstwie
ukrytej

M — liczba neurondw w warstwie
wyjsciowej

Funkcja celu dla jednej pary uczace;: dla wielu par uczacych:
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Zaktadamy aktualizacje wag po kazdorazowej prezentacji probki, otrzymujac funkcje celu:

(sumujemy od zera, wlaczajac tzw. jednostkowy sygnat polaryzacji, dodajac na poczatku kazdego wektora x
wartos¢ 1)

Rozniczkujemy funkcje celu, obliczajac sktadniki gradientu dla warstwy wyjsciowe;:




Dla warstwy ukrytej otrzymujemy:
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Problemy

1ak nie wpas¢ w minima lokalne?

— dodawanie do wag matych, przypadkowych wartosci

— dodawanie niewielkiego losowego zaktocenia do danych uczacych

— podawanie wzorcow w losowej kolejnosci

— kilkakrotne powtarzanie procesu uczenia z r6znymi wagami poczatkowymi

1ak dobra¢ wspotczynnik uczenia?

— warto$ci od 107 do 10 (w zaleznosci od problemu); mniejsze wartosci powoduja zwolnienie algorytmu ale
polepszenie jego stabilnosci

— staty lub zmienny

jak dobra¢ wagi poczatkowe?

— duze wagi poczatkowe: wolnozbiezny proces uczenia lub wrecz zatrzyma si¢ w minimum lokalnym

— wagi bliskie zeru: zbiegajg czesto do zera 1 p6Zniej juz si¢ nie zmieniajg lub tez proces uczenia jest bardzo
powolny

Zalecenie: losowy wybor wag, aby pobudzenie tgczne byto nieco mniejsze od jednosci



Technika momentu (momentum)
— gdy gradient 1 wspotczynnik uczenia sg niewielkie, zmniejszanie si¢ btedu jest bardzo powolne
— gdy sa z kolei duze, moga wystapi¢ oscylacje wokot minimum

— metoda mementu stuzy do przyspieszenia zbieznosci

Korekta wag:

Aw(k)=-nVE(k)+ aAw(k —1)

a — wspotczynnik momentu z przedziatu (0; 1)
Dziatanie:

— jezeli w kolejnych krokach gradienty wskazujg ten sam kierunek, to ich dziatanie si¢ kumuluje 1 przyrosty
stajg si¢ coraz wigksze

— jezeli w kolejnych krokach gradienty wskazujg przeciwny kierunek, to ich dziatanie si¢ czgsciowo znosi,
to ruch punktu jest fagodnie hamowany (bez techniki momentu zwykle wystepuja w takiej sytuacji
oscylacje)

W praktyce najczesciej: a=0.1, n=0.9



