Metody Matematyczne w Transporcie 2018/19 Transport sem. ll, studia magisterskie

Laboratorium 5-6  Modut ANN SciLab - Artificial Neural Networks. Wymagana instalacja ANN.

Klasyfikacja - uczenie nadzorowane (,z nauczycielem”)
Przyktadowe problemy

1. Automatyczne rozpoznawanie znakéw drogowych




2. Automatyczne okreslanie wiarygodnosci kredytowej

Klasyfikacja
Analiza dyskryminacyjna
Badanie wiarygodnosci kredytowej klienta

Dochéd Zadtuienie Liczba cztonkéw | Liczbalat pracy | Sptacit kredyt /
rodziny u obecnego nie sptacit
pracodawcy kredytu
98 35 12 4 X

4 1

65 44 5 3 1 1 X

22 50 0 2 7 1 X
23 12 2 1 o ©°

0 15 10 4 2 0o ©

21 12 28 3 2 1 X

57 39 13 5 8 0o ©

Nowy klient (majatek, dochdd, zadtuzenie, liczba cztonkdw rodziny, ...)

| 2

Sptaci kredyt / nie sptaci kredytu

Inne przyktady:

*  Email: zwykta tresé / spam
*  Rokowania pacjenta: pomysine / niepomysine
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Wizualizacja danych 4D
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Sieci neuronowe

Sieci neuronowe stanowig wyrafinowana technik¢ modelowania, inspirowang
dziataniem ludzkiego moézgu, zdolng do odwzorowania nadzwyczaj ztozonych funkcji. Sieci
neuronowe sktadajg si¢ ze wzajemnie potgczonych sztucznych neuronow, ktore realizujg
proste przeksztalcenia sygnatow wejsciowych w wyjsciowe.

Schemat blokowy pojedynczego neuronu przedstawiono na rysunku 1. Sztuczny
neuron posiada wejscia Xo, X1, ..., Xp, kKtérym przypisane sg wagi 6o, 61, ..., 6. Jadro neuronu
dziata na zasadzie sumatora sygnatow wejsciowych przemnozonych przez wagi przypisane do
ich potaczen. Obliczona suma przekazywana jest jako argument do funkcji aktywacji neuronu

g(s) (rys. 2), generujacej sygnat wyjsciowy hy(x).

A J

Rys. 1. Schemat blokowy sztucznego neuronu

W zapisie macierzowym dziatanie neuronu mozna przedstawi¢ nastepujaco:

n
s=0Tx = Z 0,x;
i=0

xO 90
X1

gdzie: x = — wektor sygnalow wejsciowych, 6 = 91 — macierz wag.

Xn 0,

Rys. 2. Przyktadowe funkcje aktywacji neuronu g(s)




Pojedynczy neuron, z odpowiednio dobranymi wagami, moze nasladowac dzialanie
bramki logicznej AND lub OR oraz klasyfikowaé zbiory liniowo separowalne (rys. 3). Do
realizacji funkcji XNOR, ktérej obrazem na ptaszczyznie jest spojny zbior wypukty,
potrzebna jest juz sie¢ ztozona z dwoch warstw neurondéw [n 2 1], czyli zawierajaca minimum
3 neurony. Sie¢ zlozona z minimum trzech [n 3 2 1] i wigkszej liczby warstw jest w stanie

klasyfikowa¢ dowolne zbiory (rys. 4).

zbiory liniowo
separowalne

zbidr nie musi by¢

wypukty spdjny zhiér spéjny ani wypukly

Rys. 3. Mozliwosci sieci neuronowej w zaleznosci od architektury

Kierunek przeptywu sygnatu

mozliwe sprzezenie
zwrotne

Warstwa W Warstwa
S t -
wejsciowa arstwy wyjsciowa

ukryte

Rys. 4. Schemat blokowy sztucznej sieci neuronowej



Na rysunku 4 przedstawiono schemat sztucznej sieci neuronowej ztozonej z 4 warstw
neurondéw (3 warstwy ukryte 1 1 warstwa wyjsciowa). Kluczowg kwestig przy wyborze
struktury sieci jest decyzja dotyczaca obecno$ci sprzgzenia zwrotnego. W najczescie]
stosowanych sieciach jednokierunkowych (bez sprze¢zenia zwrotnego) sygnat przeptywa tylko
w jednym kierunku, co zapewnia stabilne zachowanie sieci. Sprzgzenie zwrotne zwigksza

mozliwosci obliczeniowe sieci (obstuga rekurencji), ale wprowadza chaos deterministyczny.

Najwazniejsza cechg sieci neuronowych jest mozliwo$¢ uczenia, tzn. ustalania
optymalnych wag sieci na podstawie zbioru uczacego. Zbior uczacy budowany jest z danych
pierwotnych, ktore najczesciej podlegaja wstgpnemu przetwarzaniu, obejmujacemu
standaryzacje, normalizacje, redukcj¢ wymiaru poprzez eliminacj¢ wspodtliniowosSci
zmiennych niezaleznych, filtracj¢ lub inne czynno$ci majace na celu poprawe jakosci danych,
wzmocnienie kontrastow, uwypuklenie rdéznic, eliminacje¢ niepozadanych sktadowych
(szumu, zaktocen). Zakres czynnosci wykonywanych w ramach wstgpnego przetwarzania
danych zalezy od rodzaju i jakosci danych pierwotnych oraz charakteru modelowanego
problemu. Wstepne przetwarzanie danych oraz budowa zbioru uczgcego wywiera decydujacy
wpltyw na efektywno$¢ konstruowanej sieci neuronowej 1 jest etapem wymagajacym
doswiadczenia oraz wiedzy dziedzinowej. Kolejne etapy obejmujace dobodr architektury,
przeprowadzenie procesu uczenia, testowania i walidacji modelu maja charakter stricte
techniczny, niezalezny od dziedziny problemu, a ich realizacja wspierana jest przez dost¢pne

narzedzia.

W doborze optymalnej architektury sieci neuronowej, ustalaniu optymalnych wag
sieci oraz doborze optymalnego zestawu zmiennych niezaleznych podawanych na wejscia

sieci, obok tradycyjnych rozwigzan, z powodzeniem stosowane sg algorytmy genetyczne.

Szeroki zakres zastosowan sieci neuronowych wynika z ich efektywnosci oraz
tatwosci tworzenia ztozonych modeli nieliniowych i ich uzytkowania. Sieci neuronowe
najczesciej stosowane sa w zagadnieniach klasyfikacyjnych oraz zwigzanych z
prognozowaniem. Wykazuja rowniez przydatno$¢ w zagadnieniach optymalizacyjnych oraz

zagadnieniach optymalnego sterowania.



Sie€ neuronowa — czym jest?

v

* zespot prostych, wzajemnie potgczonych jednostek (neurondéw) réwnolegle
przetwarzajacych informacje

» jednostki (neurony) wykonujg sumowanie i nieliniowe odwzorowanie sygnatow
wejsciowych

* oddziatywanie kazdego potaczenia wyrazone jest waga, ktéra moze by¢é modyfikowana

Modyfikacja wag nastepuje w procesie uczenia

System przetwarzania informacji, uniwersalny dzieki mozliwosci uczenia.

Projekt sieci neuronowej

* liczba warstw

Architektura sieci * liczba neurondw w warstwie

* pofaczenia zwrotne

* kodowanie sygnatu wejsciowego
* kodowanie sygnatu wyjsciowego

Funkcja aktywacji np. funkcja sigmoidalna, sgn(x)

Uczenie sieci neuronowej

Wagi

Wiedza sieci neuronowej tkwiw jej wagach



Proces uczenia

PYCO R CORP GV

1. Losowe wygenerowanie wag inicjalnych o — [710 11 12
2. Dane wejsciowe — cigg uczacy - 92((1}) 92(1) 92(%)
1 x11 %12 o X1n Y1 2) — [p@ 2 2
X = 1 X21 X322 v X2 Y = Y2 6 - [610 l911 l912 ]
1 Xm1 Xmz - Xmn Ym
m probek o n cechach i wyniku ym
h(x)

3. Podaj wektor Xm na wejscie i oblicz h(Xm)

) ~  Powtoérz mrazy
4. Poréwnaj otrzymane h(Xm) z Ym i skoryguj wagi ’

Algorytmy korekty wag (np. reguta uczenia perceptronu, propagacja wsteczna btedu)

N=[ 1

hg(x) = g(0p + 1% + O5x5) he(x) = g(©g + ©1x; + O2x,
+ 03x7 + 0,4%3 + O5x,X3)

¢ Problem przeuczenia sieci (overfitting) — utrata zdolnosci generalizujgcych

Generalizacja — zdolnos¢ systemu do udzielania poprawnych odpowiedzi na sygnaty
wejsciowe, ktdre nie wystgpity w zbiorze uczgcym.

Brzytwa Ockhama — ,Nie nalezy mnozy¢ bytéw ponad potrzebe”

Podstawowy cel uczenia — nabycie przez system zdolnosci generalizujgcych.



[Jedruch A.: Sztuczna inteligencja. Notatki do wyktadu. WETI PG 2009]

zlozonos¢ ztozonos¢ systemu
optymalna uczacego sie
(wymiar VC)

Ustalona liczba obrazéw uczacych

Zastosowania sieci neuronowych

Réwnolegly, rozproszony
system obliczeniowy

Klasyfikacja
* Grupowanie

*  Optymalizacja

* Pamiec asocjacyjna
Predykcja (generalizacja)

programowanie liniowe
problem komiwojazera
rozpoznawanie obrazow
kompresja danych

Modelowanie przebiegui skutkow chorob
neurodegradacyjnych

* Modelowanie wptywu substancji chemicznych na
mozg
Modelowanie proceséw uczenia

Sztuczny mozg




Przyktad — rozpoznawanie cyfr
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Kodowanie— macierze 5x 3 z wartosciami{0,1}
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Przyktad — rozpoznawanie cyfr

Scilab — modut ANN (Artificial Neural Network)

Wybor architektury sieci

Inicjalizacja wag

Wybor algorytmu uczenia

Podajemy

OtrzymujemyY =

N

[15, 15, 15, 15, 41;

W = ann FF_init (N);

Wiedza sieci zawarta
W macierzy wag

[W,sW] = ann FF Mom online(P,T,N,W,1p,Te) ;

Y = ann FF run(cyfra(:) /N,W);

0.0722130
0.724339¢
0.0884518
0.2594783

0.1388426
0.1692661
0.1202711
0.6177673

0.2046233
0.2022744
0.2706005
0.2746726



Przyktad 1. Rozpoznawanie wzorcow. Przyktadowy plik siecil.sci. Exec(‘siecil.sci’)

1) Nalezy przygotowac 4 wiasne wzorce (cyfry, litery) jako macierze o elementach {0,1}.

Ponizej przyktad 4 wzorcéw 5x3 definiujgcych cyfry 0,1,2,3

T3=[111; 0 01; 011, 00 1; 1 1 17;

2) Przygotowane wzorce nalezy umiesci¢ we wspolnej macierzy tak, by kazdy wzorzec stanowit
kolumne macierzy.

P=[TO(:) T1(:) T2(:) T3(:)1;

3) W oddzielnej macierzy nalezy przygotowac zakodowang postaé¢ wyniku odpowiadajgcego
poszczegblnym wzorcom.

T=[1 00 0; 01 00, 0010; 0O0O01];
4) Zdefiniowac architekture sztucznej sieci neuronowej
N=[15 8 5 47];

W=ann FF init (N);



Kazdy z 15 neurondw wejsciowych jest potgczony z kazdym z 8 neurondéw warstwy 1 (na rysunku
narysowano potgczenia jedynie 1-go neuronu wejsciowego). Kazdy z 8 neuronéw warstwy 1-szej jest
potaczony z kazdym z 5 neurondw warstwy 2-giej.

5) Okresli¢ parametry algorytmu uczenia sieci

lp=[0.1 0.05 0.5 0.17;

Te=100;

6) Przeprowadzi¢ uczenie sieci

[W,sW]=ann FF Mom online(P,T,N,W,lp,Te);

7) Zbadac jak sie¢ zareaguje na podanie wzorcow

Y=ann FF run(P,N,W);

8) Przygotowac 3-4 przyktady zaburzonych cyfr/liter i sprawdzi¢ odpowiedz sieci.
Wl=[{0 1 0;1 1 0;0 1 0; O 1 0; 1 1 171;

Y=ann FF run (W1l (:),N,W);

9) Zmieni¢ wybrang architekture sieci i zbada¢ wptyw zmiany na wyniki sieci



Przyktad 2. Predykcja zmian indeksu WIG na podstawie danych historycznych w plikach
WIG_dane.xls, dane_wig.txt i dane_obrot.txt.

Przyktadowe pliki sieci2.sci i sieci3.sci. Exec(‘sieci2.sci’). Exec(‘sieci3.sci’).

1) Woczytanie danych dotyczgcych historycznych notowan indeksu WIG
z=read('c:\laborat\mmtOl\dane wig.txt',126,1);
2) Normalizacja danych
Z=(Z-min(Z))/ (max (Z) -min (Z)) ;
3) Wybor architektury sieci
N=[10 10 10 10 101];
4) Okreslenie parametrow uczenia sieci
lp=[0.1 0.05 0.5 0.17;
Te=500;
5) Przygotowanie wzorcéw i odpowiedzi
P=zeros (10,11);
T=zeros (10,11);

for §=1:11
for 1=1:10
P(i,J)= 2((3 - 1)*10 + i,1);
T(i,Jj)= Z2(3*10 + i,1);
end
end

6) Inicjalizacja wag sieci
W=ann FF init (N);
7) Uczenie sieci
[W,sW]=ann FF Mom online(P,T,N,W,lp,Te);
8) Uzyskanie odpowiedzi na wzorzec
Yl=ann FF run(P,N,W);
9) Przygotowanie nowego wzorca
D=%7(111:120,1);
10) Uzyskanie odpowiedzi na nowy wzorzec (predykcja)
Y2=ann FF run(D,N,W);
11) wykresy
xx=1:1:130;
plot (xx(1:126),2);plot (xx(11:120),Y1(:),'r");
plot (xx(121:130),Y2,'g");






Przyktad 3 Przygotowanie prognozy dot. liczby wypadkow / zabitych / rannych dla wybranego
wojewddztwa

Krok 1 Wczytanie danych
Dane przyktadowe (Zrodto GUS)

Wynagr.
Brutto [z1] i stacji
paliw
[2] [61
1 Dolnoslaskie 110448 3627.02 1655833 612 23468.0 17.7
2 Kujawsko- 61721 3139.23 1253158 574 26420.8 147.2
pomorskie

3 Lubelskie 51082 3279.39 1322252 668 34012.7 135.4
2 Lubuskie 30358 3132.90 609231 338 13218.2 94.5
5 todzkie 21869 3301.92 1568366 900 25556.1 140.2
6 Matopolskie 99509 3460.83 1898517 573 30369.3 200.C

= Aarminkin 203074 %09 Ra ELTET YV 1500 =7300 @ 171

Woczytanie danych z pliku tekstowego do macierzy o podanych wymiarach 16x13

>dane=read('c:\laborat\mmt\wypadki01.txt',16,13)

dane =

2877840. 110448. 3627.02 1655833. 612. 23468. 117.7 3936. 242.6 2393.
2069543. 61721. 3139.23 1253158. 574. 26480.8 147.3 1714. 189.7 1414.
2151895. 51082. 3279.39 1322252. 668. 34012.7 1354 1718. 98.9 1266.
1011024. 30358. 3132.9 609231. 338. 13218.2 94.5 1334. 454 1051.
2534357. 81869. 3301.92 1568366. 900. 25556.1 140.3 5040. 189.9 1013.
3310094. 99509. 3460.83 1898517. 673. 30369.3 200. 5053. 389.7 1388.
5242911. 293974. 4598.69 3541044. 1508. 52302.9 147.1 8139. 1117. 3038.
1028585. 29680. 3345.88 630900. 207. 114455 121.6 579. 28.7 495.
2103505. 50684. 3093.91 1174565. 636. 18370.3 1029 2793. 58.2 1124.
1188329. 30903. 3241.73 697228. 292. 241954 1199 1108. 99.5 1012.
2240319. 76243. 3654.94 1313756. 448. 22338.7 122. 3375. 303.1 2106.
4635882. 175324. 3764.92 2521534. 799. 25683.8 208.3 11257. 461. 2889.
1266014. 34747. 3214.38 783698. 337. 16915.8 144.4 2298. 46.1 759.
1427241. 37076. 3082.25 782601. 355. 22569. 93.4 1470. 73.6 1328.
3419426. 127361. 3364.8 2346895. 936. 40277.4 135. 4856. 381.5 2393.
1693072. 52389. 3341. 937571. 455. 18918.2 82.6 1617. 180. 2146.

Powstata macierz o nazwie dane i wymiarach 16 x 13. Macierz zawiera m=16 prébek o n=13 cechach.
[1] Ludnosé stan na 31.12.2010

[2] Produkt Krajowy Brutto w 2010 w min zt

[3] Przecietne m-czne wynagrodzenie brutto w gospodarce narodowej w I-lll kw. 2011 w zt

[4] Pojazdy samochodowe i motorowery stan na 31.12.2010

[5] Liczba stacji paliw w 2009

[6] Drogi publiczne w km

[7] Drogi publiczne na 100km2

[8] Linie komunikacji miejskiej w km

[9] Przewozy pasazerédw komunikacjg miejska w min w 2010

[10] Przewozy tadunkow transportem samochodowym w tys$ ton (nadano do przewozu wewnatrz
wojewdédztwa) w 2010

[11] Liczba wypadkéw w 2011

[12] Liczba zabitych w 2011

[13] Liczba rannych w 2011



Krok 2 Normalizacja danych

Wyjsciowy zbidr zmiennych Y

X, X5 X5 Xa X5 Xg
23 0.1 20000 2 120 24.3
12 0.4 5000 3 234 12.1
26 0.25 1000 20 13 10.9

Podzbiér zmiennych diagnostycznych

xii—-rngnaqj

Normalizacja Xij = :
IH?XJ&j"]T?HJ&j

Znormalizowany zbiér zmiennych Y
X X3 X3 Xg Xs Xg
0 1 0
1 0.2105 0.0505
0.5 0 1

Wybdr zmiennych wejsciowych i wyjsciowych
Normalizacja wybranych zmiennych

-->A=dane(:,1); // wybbdr pierwszej kolumny Ludnos$é

-—>A=(A-min(A) )/ (max (A)-min(A)) // normalizacja
A =

.4411309
.2501293
.2695892

.3599654
.5432730

.0041497
.2581546
.0418974
.2904839
.8565583
.0602544
.0983526
.5691083
.1611688

[eNeoNeoBoNeoNeoNeoloNaeol o NeoNoNeoNoNe]

W
Q
w)}

. 1 zmiennej wyjsciowej W



Krok 3 Podzial zbioru danych

Zbior danych

Walidacyjny

Uczacy

Dokonujemy podziatu np. wiersze 1-12 zbidr uczacy, 13-15 zbiér walidacyjny i 16 zbidr testowy

->Aucz=A(1:12,1)
Aucz =

.4411309
.2501293
.2695892

.3599654
.5432730

.0041497
.2581546
.0418974
.2904839
.8565583

OO OO OH OOOOOoOOo

-->Awal=A(13:15,1)
Awal =

0.0602544
0.0983526
0.5691083

-->Atest=A(16,1)
Atest =

0.1611688

-->Zucz=[Aucz B(1:12,1) C(1:12,1)]
// utworzenie macierzy zawierajacej znormalizowane wybrane cechy
Zucz =

0.4411309 0.3569812 0.7463626
0.2501293 0.2196344 0.3613842
0.2695892 0.2432014 0.3031852
0. 0. 0.2186394
0.3599654 0.3271474 0.2036964
0.5432730 0.4397572 0.3511600
1. 1. 1.

0.0041497 0.0073910 O.
0.2581546 0.1928274 0.2473457
0.0418974 0.0300145 0.2033032
0.2904839 0.2403035 0.6335037
0.8565583 0.6522595 0.9414078



Krok 4 Wybor architektury sieci

N=[3 20 20 20 1];

hg(x) = g(0g + O1x; + 0,x;) hg(x) = g(@g + ©1x; + 05,
+ 83x12 + 84x22 + OgxqX5)

* Problem przeuczenia sieci (overfitting) — utrata zdolnosci generalizujgcych

Generalizacja — zdolnos$é systemu do udzielania poprawnych odpowiedzi na sygnaty
wejsciowe, ktdre nie wystgpity w zhiorze uczacym.

Brzytwa Ockhama — ,Nie nalezy mnozyc¢ bytow ponad potrzebe”

Podstawowy cel uczenia — nabycie przez system zdolnosci generalizujgcych.

Separowalnos¢

%%&m
R 2

zhidr nie musi by¢

D spsiny ani wypukly

o X i
/\ wypukty spojny zbior



Krok 5 Uczenie sieci

Zlozono$¢ ztozono$¢ systemu
optymalna uczacego sie
(wymiar VC)

Ustalona liczba obrazéw uczacych

W=ann_FF_init(N);

Ip=[0.1 0.05 0.5 0.1];

Te=200;
[W,sW]=ann_FF_Mom_online(Zucz',Yucz',N,W,Ip,Te);

Ocena bledu uczenia:

Y1l=ann_FF_run(Zucz',N,W)
blad=(Y1-Yucz');
bladucz=sum(blad.*2)/12

Ocena btedu generalizacji:
Y2=ann_FF_run(Zwal',N,W)
blad=(Y2-Ywal’);
bladwal=sum(blad.*2)/3

Krok 6 Prognoza

Y3=ann_FF_run(Ztest',N,W)
Y(16,1)



Zadania do wykonania

Zadanie 1 (15 pkt). Rozpoznawanie wzorcéw. Przyktadowy plik siecil.sci.

Zadanie polegana:

2) przygotowaniu 4 wtasnych wzorcow liter jako macierzy o elementach {0,1}.

3) przygotowaniu 4-6 wiasnych liter ‘zaburzonych’ jako macierzy o elementach {0,1}.

4) przeprowadzeniu procesu uczenia sieci o réznych architekturach (zmienna lub stata liczba
epok uczenia Te) i udokumentowaniu wynikéw (odpowiedzi sieci na uczone wzorce) w
postaci krzywej uczenia

5) przetestowaniu odpowiedzi sieci o rdéinych architekturach na litery ‘zaburzone’ i
udokumentowaniu wynikow w postaci krzywej generalizacji

6) wyborze architektury optymalnej

7) skomentowaniu wynikéw

Zadanie 2. Budowa modelu BRD (10 pkt) Przyktadowy plik sieci_wypadki.sci, wypadki01.txt

Zestaw 1 dane wejsciowe kolumny 1-5, dana wyjsciowa kolumna 11 (liczba wypadkow)

Zestaw 2 dane wejsciowe kolumny 6-10, dana wyjsciowa kolumna 11 (liczba wypadkdw)

Zestaw 3 dane wejsciowe kolumny 3-7, dana wyjsciowa kolumna 12 (liczba zabitych)

Zestaw 4 dane wejsciowe kolumny 1,2,8-10, dana wyjsciowa kolumna 12 (liczba zabitych)

Zestaw 5 dane wejsciowe kolumny 3,4,8-10, dana wyjsciowa kolumna 13 (liczba rannych)

Etapy:
1)
2)
3)

4)

normalizacja danych wejsciowych i wyjsciowych

podziat zbioru danych na zbidr uczacy i testowy

przeprowadzenie procesu uczenia, wyboér architektury optymalnej modelu na podstawie
analizy sredniego btedu odpowiedzi na zbidr uczacy i zbidr testowy

przeprowadzenie badania istotnosci wptywu czynnikéw wejsciowych na modelowang miare
BRD

Czynnik 1
Czynnik 2

Czynnik 3
Czynnik 4

Czynnik 5

—

1

Mozna wyznaczy¢ wartos¢ srednig i odchylenie standardowe kazdego z czynnikdéw i modelowanej

miary. Zmieniajgc wartosci czynnikow (procentowe lub +/- wielokrotnos¢ odchylenia standardowego

mozna bada¢ zmiany odpowiedzi modelu. Poréwnanie wptywu zmian kazdego z czynnikdw moze

stanowi¢ podstawe do wyciggniecia wnioskéw dotyczgcych istotnosci.

Uwaga: Standardowa procedura budowy modelu jest bardziej ztozona od. Obejmuje dodatkowo

selekcje zmiennych wejsciowych, majgcg na celu pominiecie zmiennych skorelowanych, analize reszt
i inne kroki.



